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Although machine learning techniques have come a long way, currently the prevailing 
methods are those called off-line learning, in which models are trained by processing the 
input data set. This entails limitations such as the computational complexity to be able to 
train the models with large data sets, and the difficulty that the models can adapt to 
changing circumstances since the model would have to be retrained again. As a 
counterpart, the use of online learning algorithms is emerging, in which the algorithm 
learns from each new data that is received. This communication analyses the extend of 
application of this type of algorithms in the industrial sector and the existing development 
frameworks. 
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APRENDIZAJE ONLINE APLICADO AL SECTOR INDUSTRIAL: ESTADO DEL 
ARTE Y FRAMEWORKS EXISTENTES 

Aunque las técnicas de aprendizaje automático han evolucionado mucho, en la 
actualidad los métodos que prevalecen son los denominados de aprendizaje off-line, en 
los cuales los modelos son entrenados procesando el conjunto de datos de entrada. 
Esto conlleva limitaciones como la complejidad computacional para poder entrenar los 
modelos con grandes conjuntos de datos, y la dificultad de que los modelos así 
entrenados se puedan adaptar a las circunstancias cambiantes de los datos pues el 
modelo debería ser reentrenado de nuevo. Como contrapartida está emergiendo la 
utilización de algoritmos de aprendizaje online, en los que el algoritmo aprende de cada 
nuevo dato que es recibido. Esta comunicación analiza la aplicación de este tipo de 
algoritmos en el sector industrial y los frameworks de desarrollo existentes. 
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1. Introducción 
La tipología de entrenamiento empleado hasta el momento para la mayoría de los 
proyectos de aprendizaje automático basado en datos ha sido el denominado 
entrenamiento offline (también conocido como aprendizaje por lotes), en el que los 
algoritmos aprenden de un conjunto de datos resultante de una campaña de captura de 
datos. Bajo este enfoque, un modelo se construye a partir de todo o una gran parte del 
conjunto de datos. Esta estrategia tiene la gran ventaja de que el modelo así entrenado 
se ajusta muy bien al conjunto de situaciones recogidas en la campaña de captura de 
datos, pero conlleva importantes limitaciones. 

Por un lado, el conjunto de datos con el que se ha entrenado debe ser suficientemente 
representativo del proceso modelado. Aunque los modelos basados en datos tienen una 
gran capacidad para adaptarse a situaciones para las que no han sido ajustados, las 
condiciones en un proceso industrial pueden ser muy cambiantes (introducción de 
nuevos materiales, modificación de las condiciones del proceso, mala calibración de 
equipos, etc.). En general, cuanto más grande sea el conjunto de datos, mejor preparado 
estará el modelo para nuevas situaciones; de lo contrario, es necesario volver a 
entrenar. En cualquier caso, se hace casi imprescindible repetir el tedioso proceso de 
entrenamiento periódicamente para mantener el modelo bien ajustado. Además, el 
procesamiento de grandes conjuntos de datos requiere muchas capacidades 
computacionales en términos de memoria, procesador y tiempo de procesamiento, 
siendo habitual que el orden de complejidad de los algoritmos aumente 
exponencialmente respecto al tamaño del problema a resolver. 

Como alternativa al aprendizaje offline surge el aprendizaje online. Bajo este enfoque 
los datos se tratan como un flujo o stream (habitualmente con un orden temporal), de 
ahí la denominación de data stream mining frente al término tradicional data mining. Los 
streams de datos son una abstracción algorítmica para admitir análisis en tiempo real. 
Los elementos de datos llegan uno por uno, y los modelos se construyen y mantienen 
en consecuencia. La estrategia de aprendizaje que se emplea en estos casos es la 
denominada entrenamiento precuencial o prequential training. Con este enfoque, el 
algoritmo realiza la predicción usando el nuevo dato, aprende del nuevo elemento y a 
partir de ahí puede ser descartado (el algoritmo puede mantener una pequeña ventana 
temporal con los datos más recientes o guardar una estructura que sintetiza 
estadísticamente los datos). Por lo tanto, el aprendizaje online puede ser más eficiente 
y adaptarse mejor a los datos. 

Aunque el concepto de aprendizaje online no es nuevo y existen algoritmos que se 
aplican ya desde la década de los noventa, en los últimos años ha ido ganando terreno 
debido a la aparición de nuevos algoritmos y frameworks especialmente diseñados para 
esta estrategia. Aunque el auge de estas técnicas se justifica principalmente por la 
aplicación a fuentes de datos como las procedentes de redes sociales como Twitter, 
Facebook, etc., su aplicación a entornos industriales puede suponer grandes ventajas. 
De hecho, otro campo de aplicación natural para estos algoritmos lo supone el 
despliegue de sistemas de internet de las cosas (IoT), que a su vez constituye una pieza 
fundamental de la denominada Industria 4.0. 

La presente comunicación realiza una presentación general de los puntos principales de 
esta estrategia de aprendizaje, su estado del arte principalmente en cuanto a 
frameworks existentes y las aplicaciones incipientes al sector industrial. La 
comunicación comienza analizando las diferencias entre los dos modos de 
procesamiento y los desafíos asociados al procesamiento de datos por streaming, para 
pasar posteriormente a presentar los frameworks y las aplicaciones incipientes y finalizar 
con las conclusiones. 
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2. Procesamiento de datos por lotes frente a datos por streaming 
El estándar más utilizado para describir los enfoques comunes que afectan a la minería 
de datos hasta el momento es CRISP-DM (Chapman et al., 2000), el cual delimita el 
ciclo de vida de estos proyectos en las siguientes fases: entendimiento del negocio, 
entendimiento de los datos, preparación de los datos, modelado, evaluación y 
despliegue. Esta metodología asume que la mayoría de los procesos relacionados con 
la preparación de los datos, su modelado y evaluación se realizan de forma offline, lo 
que conlleva que si se detecta un fallo una vez que el modelo ha sido desplegado será 
un experto el que analizará el problema moviéndose de forma cíclica por las diferentes 
fases hasta dar con una solución que permita volver a entrenar y desplegar el modelo 
al entorno de producción de forma manual. Sin embargo, con el cambio de enfoque a 
un escenario en el que se espera una evolución de los datos, la preparación de estos, 
su modelado y su evaluación pasan a ser automatizadas y realizadas de forma continua 
tras el propio despliegue mediante la detección de cambios. Cuando se detecta un 
cambio, los anteriores datos de entrenamiento son descartados y el modelo es 
actualizado utilizando los datos más recientes. 

Esta evolución y cambio a lo largo del tiempo se debe a las características específicas 
y únicas que diferencian a los datos por streaming de los datos por lotes utilizados en el 
contexto tradicional del aprendizaje automático. Los datos por streaming son por 
naturaleza incompatibles con el aprendizaje por lotes por numerosas razones, siendo la 
principal que en las aplicaciones tradicionales todos los datos están siempre disponibles 
al encontrarse almacenados por completo en memoria, mientras que, con el nuevo 
enfoque, los flujos de datos están disponibles de forma secuencial por un corto periodo 
de tiempo. 

La siguiente tabla resume las características de los datos por lotes frente a los datos en 
streaming: 

Tabla 1. Comparación de características de datos por lotes y datos en streaming 

Características Datos por lotes Datos por streaming 

Acceso Aleatorio Secuencial 

Estado Persistente Transitorio 

Procesamiento Totalidad Muestras 

Disponibilidad Constante Limitada 

Resultados Precisos Aproximados 

Tamaño Fijo Sin límite 

Estadísticos Conocidos Impredecibles 

 

3. Desafíos asociados a los datos por streaming 
El uso de entornos de datos por streaming implica tener en consideración una serie de 
desafíos que afectan a la hora de aplicar técnicas de minería de datos. Estos desafíos 
también afectan a los modelos de datos por lotes, pero en los siguientes apartados se 
centrará la problemática en el enfoque online. 
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3.1. Concept drift  

El término concept drift hace referencia a un cambio en la distribución de los datos a lo 
largo del tiempo. Este efecto también puede recibir los nombres de dataset shift si se 
relaciona con detección de patrones o no estacionarios en el campo de tratamiento de 
señales (Žliobaitė et al., 2016). La detección de estos cambios supone uno de los 
mayores retos en los entornos streaming. 

Su categorización se basa en la velocidad a la que se produce este cambio (Mittal & 
Kashyap, 2015), pudiendo ser abrupta cuando el cambio se produce rápidamente en un 
pequeño número de muestras, gradual o incremental cuando la transición ocurre a lo 
largo de numerosas muestras o recurrente cuando los cambios reaparecen después de 
un largo periodo. 

Un detector de drift es un algoritmo que estima las posiciones de estos cambios para 
sustituir el modelo base y con ello mantener o mejorar el nivel de precisión del modelo 
desplegado. Estos detectores deben ser capaces de detectar lo antes posible el punto 
en el que la distribución ha cambiado, superar el ruido que se produce durante el cambio 
de modelo base y ser lo suficientemente rápidos computacionalmente para trabajar con 
la tasa de llegada de los flujos de datos (Wares et al., 2019). 

Los detectores más utilizados son (Barros & Santos, 2018): Drift Detection Method 
(DDM), Early Drift Detection Method (EDDM), Adaptive Windowing (ADWIN), Statistical 
Test of Equal Proportions (STEPD), EWMA for Concept Drift Detection (ECDD),Paired 
Learners (PL), Sequential Drift (SeqDrift), Drift Detection Methods based on Hoeffding’s 
Bounds (HDDM), Fast Hoeffding Drift DetectionMethod (FHDDM), Reactive Drift 
Detection Method (RDDM), Wilcoxon Rank Sum Test Drift Detector (WSTD) y Fisher 
Test Drift Detector (FTDD). 

La detección de cambios es una tarea compleja debido al compromiso entre detectar 
cambios reales y evitar falsas alarmas. Las métricas (Bifet et al., 2013) que deben ser 
usadas para la elección de un detector de drift adecuado al problema a solucionar son: 

• Media de tiempo entre falsas alarmas (MTFA). - Frecuencia con la que las falsas 
alarmas son lanzadas. Debe ser lo más grande posible. 

• Tasa de falsa alarma (FAR). - Valor obtenido de 1/MTFA. 

• Media de tiempo de detección (MTD). - Como de rápido se detecta la aparición de 
un drift. Debe ser lo más pequeño posible. 

• Longitud promedio de ejecución (ARL). - Representa el tiempo en el que se produce 
una alarma tras un cambio de tamaño determinado. 
 

No existe un único detector de drift que sea mejor que el resto en todas las situaciones. 
Además, los detectores más citados como son DDM, EDDM, ADWIN, ECDD y STEPD 
no siempre ofrecen los mejores resultados (Barros & Santos, 2018). 

3.2. Datos desbalanceados 
Se dice que los datos están desbalanceados cuando se tiene un mayor número de datos 
de un tipo que de otro (Alfhaid & Abdullah, 2021). Es una situación habitual en el mundo 
real, por ejemplo, en cualquier monitorización de fallos el número de estos siempre será 
muy inferior al número de muestras representadas por un funcionamiento correcto. 

Los tres enfoques más utilizados para tratar esta situación son el muestreo, modelos 
conjuntos y los costes asociados (Ferreira et al., 2019). El muestreo puede ser de dos 
tipos, creación de muestras sintéticas (oversampling) o eliminación de muestras del tipo 
mayoritario (undersampling). El uso de modelos conjuntos busca la combinación de sus 
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decisiones de modo que para los tipos de datos que hay en menor número se puedan 
obtener mejores resultados. Por otro lado, los costes asociados utilizan como criterio el 
coste generado por clasificar mal cada uno de los tipos disponibles. 

Los métodos de pre-procesado más utilizados se encuentran clasificados en: 
Clasificación binaria desbalanceada, Clasificación multiclase desbalanceada, 
Clasificación de multi-etiqueta y multi-instancia desbalanceada, regresión 
desbalanceada, Aprendizaje desbalanceado semi-supervisado y no supervisado, 
aprendizaje automatizado desde datos desbalanceados y big data desbalanceado 
(Alfhaid & Abdullah, 2021; Korycki & Krawczyk, 2021; Krawczyk, 2016). 

3.3. Valores atípicos  

La detección de anomalías (outliers) tiene como objetivo descubrir elementos que 
presentan una desviación significativa respecto al comportamiento esperado (Ahmad et 
al., 2017), por lo que resultan datos incoherentes. Su detección se realiza principalmente 
por dos razones (Kontaki et al., 2016): proceder a su eliminación para que no influencien 
a la precisión del modelo o detectarlos para su análisis ya que pueden suponer 
información que merece ser explorada. 

Como se ha comentado en apartados anteriores, las aplicaciones de datos en streaming 
no pueden almacenar todos los datos recibidos debido al volumen y a la rapidez con los 
que son generados, por lo que la detección de valores atípicos se realiza sobre un 
número de muestras fijados por una ventana deslizante o haciendo uso de valores 
estadísticos de conjuntos previos (Ahmad et al., 2017; Chen et al., 2020; Duraj & 
Szczepaniak, 2021; Kontaki et al., 2016). 

3.4. Dimensionalidad  

La reducción de dimensionalidad se ha convertido en una técnica esencial debido a los 
escenarios compuestos por grandes conjuntos de datos. El objetivo que buscan estos 
procesos (Hu et al., 2018) es la reducción de la complejidad inherente al conjunto de 
datos, de modo que estos puedan procesarse más fácilmente por los modelos de 
minería de datos finalmente desplegados. 

Las técnicas de reducción (Ramírez-Gallego et al., 2017) buscan eliminar las 
características/instancias redundantes o que generan ruido. De este modo, se obtienen 
modelos más precisos, rápidos y adaptables a la vez que se reduce la complejidad 
computacional (Abdulhammed et al., 2019). 

3.5. Privacidad  

Las limitaciones analizadas hasta ahora no pueden permitir que la privacidad y la 
sensibilidad comercial aportadas por los datos en streaming sea sacrificada cuando los 
flujos de información son compartidos con terceros (Sopaoglu & Abul, 2021). Para poder 
mantener esta privacidad es necesario hacer uso de métodos para anonimizar los flujos 
de datos, alterar los datos (Chamikara et al., 2018) y proteger los servicios de 
localización (Stephanie et al., 2022). 

4. Frameworks y ejemplos de aplicaciones 
Desde el punto de vista del desarrollo de software, un framework es una estructura de 
soporte definida, en la cual otro proyecto de software puede ser organizado y 
desarrollado. En el caso del aprendizaje online, los frameworks incluyen colecciones de 
algoritmos para realizar mediante aprendizaje online algoritmos de clasificación, 
regresión, clustering, reglas de asociación y concept drift, junto con herramientas para 
lanzar estos algoritmos bien de manera gráfica o a través de línea de comandos, y 
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adicionalmente poder integrar estos algoritmos en aplicaciones. También integran 
métricas para la evaluación de este tipo de algoritmos. 

Uno de los primeros y más populares frameworks en el campo del aprendizaje online es 
MOA (Massive Online Analysis), lanzado en 2010 (Bifet et al., 2010). Se trata de un 
proyecto que emula el entorno y forma de trabajo de WEKA, de manera que proporciona 
un entorno de trabajo para probar de manera sencilla los distintos algoritmos que 
integra. Este framework tiene un enfoque principal como herramienta para ensayar 
distintos algoritmos y comparar resultados entre ellos. En este sentido destaca por la 
gran cantidad de algoritmos que incorpora. Sin embargo, su utilidad como librería que 
pueda ser empleada en una integración con una aplicación en tiempo real parece más 
discutida. 

En 2015 aparece streamDM C++, un framework para procesamiento de streams basado 
en C++. Sin embargo, no ha tenido evolución desde entonces y los algoritmos que 
incorpora son muy limitados. 

Dentro de la familia Spark surge streamDM for Spark Streaming como framework para 
el procesamiento masivo de streams. Se trata de una extensión de la API de Spark que 
permite el procesamiento de los streams dividiendo los datos en lotes que luego pueden 
ser procesados por Spark para generar los resultados. Este framework fue lanzado en 
2016, pero al igual que el anterior, no ha tenido evolución desde entonces. 

En entorno Python surge en 2018 scikit-multiflow (Montiel et al., 2018). El framework 
incorpora generadores de datos, algoritmos para aprendizaje supervisado, aprendizaje 
no supervisado y detección de concep drift. También en Python surge en 2020 Creme 
(Halford, 2020), que incorpora algunas novedades como guardar las características en 
diccionarios, lo que posibilita escalar datasets con millones de características. Sin 
embargo, el recorrido de estos dos frameworks es limitado, ya que se fusionan en 2020 
en un nuevo framework denominado River (Montiel et al., 2021). Al igual que las 
anteriores, es un framework de propósito general que aborda problemas de clasificación, 
regresión, aprendizaje no supervisado y concept drift. Las técnicas implementadas 
tratan de gestionar de la manera más eficiente posible aspectos como la memoria y el 
tiempo de cómputo, dado el carácter de los procesos a aplicar. Este framework mantiene 
actualizaciones hasta el momento, aunque la documentación existente es bastante 
limitada, al igual que el número de algoritmos que implementa. Además, algunos 
experimentos realizados a modo comparativo entre MOA y River con el mismo conjunto 
de datos empleando el mismo algoritmo de aprendizaje arrojan resultados dispares, lo 
cual hace dudar de la implementación de algunos de estos algoritmos. Esto se ha podido 
comprobar al menos con el algoritmo AMRules (Duarte et al., 2016). 
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Tabla 2. Comparativa de frameworks de data streaming 

Framework Lanzamiento 
Última 

actualización 
Entorno URL 

MOA 2010 2021 Java https://moa.cms.waikato.ac.nz/ 

StreamDM 
C++ 2015 

- C++ http://huawei-
noah.github.io/streamDM-Cpp/ 

StreamDM 
for Spark 
Streaming 2016 

- Spark http://huawei-
noah.github.io/streamDM/ 

Scikit-
multiflow 2018 

2020 Python https://scikit-
multiflow.github.io/ 

RIVER 2020 2021 Python https://riverml.xyz/latest/ 

 

En cuanto a las aplicaciones en entornos reales, el número de referencias bibliográficas 
que se encuentran es muy reducido. Aunque el campo lleva en crecimiento continuo la 
última década, los ejemplos de aplicaciones concretas al sector industrial son muy 
reducidas. Las páginas webs de los distintos frameworks analizados no reportan en sus 
referencias ninguna aplicación en un entorno real industrial. Para realizar el análisis se 
ha optado por buscar las publicaciones que citan a los artículos que sirven para 
referenciar los frameworks y aplicar una estrategia de bola de nieve. Así por ejemplo el 
artículo correspondiente a MOA (Bifet et al., 2010) devuelve 1835 resultados. Es con 
diferencia el framework con más citaciones. River dispone de 31 citaciones. A 
continuación, se relacionan algunas de las aportaciones encontradas. 

Entre las aplicaciones reportadas en publicaciones se pueden citar varios ejemplos 
dentro del sector de consumo energético, como la predicción de eficiencia energética 
(Martín et al., 2015), que emplea el algoritmo denominado Very Fast Decision Tree 
(VFDT). También se reportan aplicaciones para predecir eventos inusuales de consumo 
energético a partir de sensores domésticos (Fong et al., 2018). En este trabajo emplean 
una mejora del algoritmo VFDT. 

También se han encontrado aplicaciones relativas a la calibración de sensores de 
calidad de aire (Bagkis et al., 2022). En este caso se utilizan algoritmos para el 
entrenamiento que tienen en cuenta el concept drift de los datos. 

En el campo de la logística se han encontrado también ejemplos de aplicación. Así por 
ejemplo se desarrolla un sistema para procesar los datos logísticos en tiempo real y se 
compara con el sistema offline (AlShaer et al., 2019). 

En el área de la ciberseguridad se han encontrado diversas aplicaciones también. Así 
por ejemplo el trabajo de Nakagawa et al. (2021) se enfoca a la detección de ataques 
en redes IoT domésticas, pero la aplicación podría ser fácilmente asimilable a entornos 
industriales. 

Las técnicas de aprendizaje online han sido aplicadas también para abordar la 
supervisión y operación de parques eólicos (Pargmann et al., 2018). En este caso los 
datos procedentes de distintos sensores son encauzados a través de protocolo MQTT 
para el almacenamiento en la nube y el análisis online. En el campo de la agricultura 
también se han reportado aplicaciones, por ejemplo para la toma de decisiones en 
granjas (Wangen et al., 2021). Sin embargo, aunque los trabajos presentados abordan 
el tratamiento de datos como streams, realmente se limitan a la parte de captura y 
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almacenamiento de datos, no constituyendo verdaderos ejemplos de aplicaciones que 
utilicen modelos que empleen entrenamiento online. 

 

5. Conclusiones 
El número de dispositivos IoT y los datos que estos generan van a seguir aumentando 
en los próximos años. Resulta necesario seguir mejorando los modelos de datos por 
streaming para superar los desafíos a los que este tipo de minería de datos se debe 
enfrentar. 

Los modelos de datos por streaming no tienen como objetivo sustituir a los métodos de 
modelización tradicionales. Estos modelos de datos por lotes van a seguir siendo 
necesarios para determinadas circunstancias, pero las necesidades generadas por el 
análisis en tiempo real hacen necesario adaptarse a este nuevo escenario. 
De la prospectiva realizada se puede concluir que los frameworks existentes se 
encuentran en un estado poco maduro. Nuestra percepción parece encajar con las 
conclusiones alcanzadas por artículos de revisión recientes que resaltan que los 
esfuerzos de investigación deben orientarse hacia el desarrollo de frameworks y 
algoritmos escalables que se adapten al modo de computación de flujo de datos, la 
estrategia de asignación de recursos efectiva y los problemas de paralelización para 
hacer frente al tamaño y la complejidad cada vez mayores de los datos (Kolajo et al., 
2019). 

La aplicabilidad de la minería de datos por streaming puede adaptarse a múltiples 
sectores. Cualquier entorno personal o laboral con capacidad de generar algún tipo de 
dato medible de forma continua es candidato a poder implementar este tipo de 
soluciones. El sector industrial por sus características parece encajar bien en este 
contexto. Sin embargo, hasta el momento las aplicaciones reales reportadas son 
escasas. 
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